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Baja termasuk material yang memiliki ketahanan rendah terhadap serangan 

korosi Ketika berada pada lingkungan korosif. Inhibitor organik mampu 

menghambat korosi dengan efisiensi inhibisi yang tinggi. Tinjauan 

komparatif penting bagi pengembangan metode evaluasi kinerja inhibitor 

disajikan dalam karya ini. Kami mereview perkembangan artificial 

intelligence berbasis mesin learning dengan model QSPR dalam kajian 

penghambatan korosi. Makalah ini menjelaskan bagaimana metode 

pembelajaran mesin berbasis data dapat menghasilkan model yang 

menghubungkan sifat-aktivitas molekuler dengan penghambatan korosi 

oleh inhibitor berbasis bahan alam (green inhibitor). Teknik ini dapat 

digunakan untuk memprediksi kinerja senyawa yang belum disintesis atau 

diuji. Keberhasilan model ini memberikan paradigma untuk penemuan 

senyawa baru yang cepat, penghambat korosi yang efektif untuk berbagai 

logam dan paduan. 
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1. PENDAHULUAN 

Besi ataupun paduan baja memiliki kualitas mekanis yang baik, 

tingkat ketersediaan yang tinggi, dan dapat diproduksi dengan 

mudah dan terjangkau, sehingga banyak digunakan dalam 

berbagai tujuan, termasuk sektor industri dan manufaktur [1], [2]. 

Meskipun demikian, ketahanan baja terhadap korosi ketika 

berada pada lingkungan korosif dianggap rendah [3], [4]. Korosi 

menyebabkan kerugian yang sangat besar di berbagai sektor, 

termasuk ekonomi, lingkungan, masyarakat, industri, keamanan, 

keselamatan, dan lainnya [5], [6]. Biaya global untuk penanganan 

korosi sekitar 3,4% dari PDB global, atau sekitar US$ 2,5 triliun 

per tahun [7]. Biaya tersebut terus meningkat selama beberapa 

tahun terakhir [8]. Oleh karena itu korosi harus dikendalikan. 

Teknologi inhibitor masih menjadi salah metode yang tepat untuk 

menghambat korosi. Sekitar 875 miliar dolar per tahun atau 35% 

konsumsi biaya dapat dihemat dengan penggunaan inhibitor 

korosi [9]. Telah dikaji selama bertahun-tahun penggunaan 

ekstrak tanaman sebagai inhibitor korosi berbasis bahan alam 

(green inhibitor), sehingga pencarian green inhibitor terus 

berkembang. 

 

Umumnya, metode seperti analisa gravimetri, polarisasi 

potensiodinamik, dan spektroskop impedansi elektrokimia 

digunakan sebagai evaluasi secara eksperimental. Akan tetapi, 

metode eksperimen ini biasanya mahal, memakan banyak waktu, 

dan membutuhkan sumber daya yang intensif [10], [11]. 

Kemajuan teknologi komputasi saat ini dapat dikombinasikan 

dengan penerapan algoritma mekanika kuantum, sehingga 

membuka jalan bagi percepatan desain dan pencarian material 

baru. Bidang kecerdasan buatan memungkinkan proses 

pembelajaran mesin, termasuk pengelompokan, klasifikasi, dan 

penciptaan model prediktif, untuk beragam topik yang luas, 

termasuk bidang korosi. Baru-baru ini, metode pembelajaran 

mesin (ML) berbasis quantitative structure-properties (QSPR) 

atau quantitative structure-activity relationship (QSAR) menjadi 

metode yang efektif dan efisien dalam pengembangan dan 

penelusuran kandidat inhibitor korosi. Karena sifat-sifat 

elektronik dan reaktivitas kimiawi dapat dikuantifikasi terhadap 

struktur kimia senyawa, maka metode QSPR atau QSAR berbasis 

ML dapat digunakan lebih lanjut dalam menginvestigasi beragam 

senyawa kandidat inhibitor. Korelasi antara karakteristik struktur 

molekuler dan sifat kimianya membuat teknik QSPR berbasis ML 
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menjadi metode yang murah, cepat, dan andal dalam eksplorasi 

inhibitor baru [12]–[14]. 

 

Beragam algoritma ML seperti genetic algorithm (GA), multiple 

linear regression (MLR), partial least squares (PLS), ordinary 

least squares regression (OLS), artificial neural network (ANN), 

k-nearest neighbors (KNN), adaptive neural fuzzy inference 

system (ANFIS), random forest (RF), support vector machines 

(SVM), autoregressive with exogenous inputs (ARX), dan lain-

lainnya telah banyak digunakan dan dikombinasikan dalam 

pengembangan model QSPR untuk mengevaluasi performa 

inhibitor. Zhao et al. [15] menggunakan teknik nonlinear SVM 

dari 19 asam amino dan melaporkan nilai RMSE dan R2 masing-

masing adalah 1.48 dan 0,97. Liu et al. [16] menggunakan model 

SVM dengan 11 deskriptor untuk mengevaluasi 20 turunan 

benzimidazole, dimana dilaporkan nilai RMSE sekitar 4.45. Studi 

QSPR lain juga dikembangkan untuk memprediksi senyawa-

senyawa turunan piridin dan kuinolin dengan 20 deskriptor kimia 

kuantum menggunakan kombinasi teknik linier GA-PLS dan 

non-linier GA-ANN. Model GA-PLS menunjukkan hasil RMSE 

14.90, sementara model GA-ANN menunjukkan RMSE sebesar 

8.80 [17]. Model linier MLR dan non-linier ANN digunakan 

untuk mengevaluasi 20 turunan senyawa piridazin dengan 5 

deskriptor oleh Quadri et al. [18]. Hasilnya menunjukkan bahwa 

model ANN memberikan hasil lebih optimal dengan nilai RMSE 

sebesar 10.56. Dalam studi terpisah, Quadri et al. [19] juga 

mengembangkan model linier OLS dan non-linier ANN untuk 

memprediksi 40 senyawa turunan kuinoksalin dengan 5 

deksriptor terseleksi. Hasilnya dilaporkan bahwa model non-

linier ANN menunjukkan prediksi yang lebih baik dengan nilai 

RMSE sebesar 5.42. Anadebe et al. [20] melaporkan performa 

model ANN dan ANFIS Kedua metode non-linier tersebut 

menghasilkan nilai R2 dan RMSE sebesar 0.91 dan 4.35 untuk 

ANN, sementara R2 dan RMSE untuk ANFIS sebesar 1.37 dan 

0.99. Hasil tersebut menunjukkan bahwa model ANFIS lebih baik 

dari model ANN dalam mengevaluasi 15 molekul obat 

salbutamol kadaluarsa sebagai inhibitor. Selain itu, laporan 

terbaru dengan mengembangkan model ARX untuk 250 obat 

komersial yang digunakan sebagai inhibitor korosi diperoleh nilai 

RMSE sebesar 7.03 [14]. 

 

Karya ini merupakan ikhtisar dan dapat menjadi literatur 

komparatif penting tentang penerapan ML dalam kajian bidang 

inhibitor korosi. Fokus utama dari tinjauan ini adalah penggunaan 

model QSPR/QSAR untuk menginvestigasi sifat penghambatan 

korosi senyawa organik. Model tersebut dapat digunakan untuk 

memahami hubungan antara struktur kimia inhibitor dan 

kemampuannya dalam mengghambat korosi, serta 

memungkinkan untuk mengevaluasi senyawa baru yang belum 

disintesis atau diuji. Teknik tersebut juga dapat digunakan untuk 

mendesain inhibitor korosi baru dengan beberapa sifat yang 

diinginkan. 

2. TINJAUAN PUSTAKA 

2.1. Dataset, Fitur, dan Target 

Pada metode ML, ketersediaan dataset menjadi hal yang 

sangat mendasar. Dataset berisi tentang informasi fitur sebagai 

variabel independen dan target sebagai variabel dependen. Pada 

kajian QSPR berbasis ML untuk bidang inhibitor korosi, 

umumnya fitur yang digunakan adalah deskriptor kimia kuantum 

yang merupakan sifat dan aktivitas molekuler inhibitor, 

sedangkan targetnya adalah performa penghambatan korosi 

(efisiensi inhibisi) dari inhibitor. Berbagai deskriptor kimia 

kuantum dari senyawa inhibitor digunakan untuk membangun 

model QSPR yang tervalidasi secara statistik untuk 

dipertimbangkan, dianalisis, dan dimodelkan dalam memandu 

desain penghambatan korosi berbasis ML. Deskriptor kimia 

kuantum dari inhibitor merupakan faktor kunci dalam 

penghambatan korosi. Penghambatan korosi sangat bergantung 

pada reaktivitas kimiawi dari molekul inhibitor yang 

direpresentasikan dalam beragam deskriptor kimia kuantum [17], 

[18], [21]. Deskriptor kimia kuantum yang umumnya digunakan 

sebagai fitur dalam dataset untuk mengevaluasi korelasinya 

terhadap efisiensi inhibisi korosi diantaranya energi HOMO, 

energi LUMO, energi gap (∆E), potensial ionisasi (I), afinitas 

elektron (A), global hardness (η), global softness (σ), 

elektronegativitas (χ), momen dipol (μ), elektrofilisitas (ω), fraksi 

elektron yang ditransfer (∆N), energi total (TE), dan lain-lainnya. 

Deskriptor diatas dapat dihitung melalui metode teori fungsional 

kerapatan dan juga teori Koopman. Deskriptor lain yang juga 

dapat digunakan adalah konsentrasi inhibitor, suhu, 

polarisabilitas, dan lain-lainnya yang diperoleh melalui 

eksperimental. 

 

3. KONSEP PERANCANGAN 

Model ML dapat dibangun menggunakan beragam algoritma, 

misalnya ANN, KNN, RF, SVR, dan lain-lain. Model yang telah 

dibangun dapat digunakan untuk mengevaluasi korelasi fitur dan 

target dari suatu dataset, sebagaimana ilustrasi pada Gambar 1. 

Umumnya, dataset akan dibagi menjadi data pelatihan (train set) 

dan data pengujian (test set). Pada tahap preprosesing, dapat 

dilakukan proses normalisasi pada train set maupun test set untuk 

menghindari masalah sensitifitas fitur tertentu terhadap target. 

Beberapa teknik normalisasi yang dapat digunakan diantaranya 

standar sacler, min-max scaler, dan robust scaler [22].  

 

 

Gambar 1. Ilustrasi model ML 

 

Untuk menentukan stabilitas model dari algoritma ML, dapat 

diterapkan teknik cross-validation (CV) melalui pelatihan 

berulang (iterasi) hingga tercapai nilai kesalahan statistik 

minimum. Beberapa Teknik CV yang biasa digunakan antara lain 

hold-out, k-fold, stratified k-fold, leave-one-out, dan leave-p-out 

[23], [24]. Metode hiperparameter juga umum diterapkan untuk 
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mencari parameter yang sesuai dengan karakteristik model yang 

digunakan sehingga mendapatkan akurasi prediksi yang tinggi. 

Pendekatan ini adalah yang paling mudah untuk menemukan 

parameter ideal model karena mengevaluasi setiap kemungkinan 

kombinasi dalam ruang parameter diskrit yang disediakan. 

Beberapa teknnik yang digunakan antara lain grid, random, dan 

bayesian-search [25], [26].  

 

Metrik yang kuat seperti koefisien determinasi (R2) dan root mean 

square error (RMSE) digunakan untuk menilai kinerja model. R2 

menunjukkan kecocokan algortima ML yang digunakan untuk 

mengevaluasi dataset. RMSE menghitung selisih antara nilai 

aktual dan nilai prediksi. Model prediksi yang baik ditunjukkan 

oleh nilai RMSE yang rendah dan R2 yang mendekati 1. Metrik 

kesalahan statistik ini digunakan untuk menilai keakuratan 

model, dimana kesalahan statistik yang lebih rendah 

menunjukkan prediktabilitas model yang lebih baik [18], [27]. 

 

4. HASIL DAN PEMBAHASAN 

4.1. Green Inhibitor Korosi 

 

Investigasi inhibitor korosi berbasis ekstrak bahan alam (green 

inhibitor) terus berkembang karena bersifat ramah lingkungan, 

renewable, biodigradable, tidak menimbulkan polutan, tidak 

beracun, mudah diproduksi, murah, dan memiliki efisiensi anti 

korosi yang tinggi [28], [29]. Green inhibitor yang dalam struktur 

senyawanya mengandung cincin aromatik dan gugus heteroatom 

(seperti O, N, S, P) dianggap sebagai inhibitor yang efekif dan 

efisien [30]–[32].  

 

Tabel 1. Contoh performa green inhibitor 

Inhibitor 
Efisiensi 

inhibisi (%) 
Ref. 

Artichoke 98.7 [33] 

Chamomile flower 97.0 [34] 

Pineapple stem 95.5 [35] 

Thymus vulgaris 95.0 [36] 

Primula vulgaris  94.4 [37] 

Juglans regia 94.2 [38] 

Cassia occidentalis 93.0 [39] 

Mangifera indica 92.2 [40] 

 

Efisiensi penghambatan (inhibisi) merupakan tingkat penurunan 

aktivitas korosi akibat performa inhibitor dalam melindungi 

logam. Berikut ini disajikan contoh hasil studi tentang performa 

beberapa green inhibitor pada baja dalam medium asam 

berdasarkan efisiensi inhibisinya pada Tabel 1. Dapat dilihat 

bahwa secara umum inhibitor berbasis bahan alam memiliki 

performa yang sangat baik untuk digunakan sebagai penghambat 

korosi pada baja, hingga pada rentang 92 – 98%.  

 

Pada kajian inhibitor korosi berbasis ML, performa inhibisi 

korosi berkaitan dengan sifat-aktivitas molekuler senyawan 

inhibitor yang diwakili oleh descriptor kimia kuantum, 

sebagaimana disebutkan pada bagian sebelumnya. HOMO 

(highest occupied molecular orbital) adalah orbital molekul 

tertinggi yang berisi elektron, sedangkan LUMO (lowest 

unoccupied molecular orbital) merupakan orbital terendah yang 

tidak berisi elektron. HOMO menggambarkan kemampuan 

molekul inhibitor sebagai pendonor elektron, sedangkan LUMO 

merupakan sifat molekul inhibitor sebagai akseptor elektron. 

Perpindahan elektron dapat dipelajari melalui kondisi orbital 

HOMO-LUMO berdasarkan nilai energinya. Molekul inhibitor 

tidak hanya bersifat sebagai pendonor elektron ke permukaan 

logam, namun juga bersifat sebagai akseptor elektron dari 

permukaan logam. Energi gap (ΔEgap) merupakan perbedaan 

energi antara LUMO dan HOMO, yang mana menunjukkan 

tingkat kemampuan berikatan molekul inhibitor pada permukaan 

logam. Potensial ionisasi (I) dan afinitas electron (A) juga 

menjelaskan tingkat reaktivitas molekul inhibitor. 

Elektronegativitas (χ) berkaitan dengan kemampuan molekul 

inhibitor untuk menarik elektron sehingga tercapai 

kesetimbangan elektron. Global hardness (η) menunjukkan 

ketahanan suatu molekul untuk mentransfer muatan, sementara 

global softness (σ) menunjukkan kapasitas suatu molekul untuk 

menerima muatan. Momen dipol (µ) molekul menggambarkan 

tentang kemampuan (dipol ikatan) molekul berinteraksi dengan 

dipol permukaan logam. Ini berkaitan dengan area kontak antara 

molekul inhibitor dengan permukaan logam yang mengarah pada 

kemampuan penghambatan korosi yang lebih baik [41]–[43]. 

 

Polarisabilitas (δ) molekul mempertimbangkan distribusi 

kerapatan elektron di sekitar molekul. Elektrofilisitas (ω) juga 

menggambarkan kemampuan suatu molekul untuk menyerap 

elektron. Ketika molekul inhibitor dan permukaan logam 

berinteraksi, maka akan terjadi aliran elektron dari molekul 

inhibitor ke atom permukaan logam (ΔN). Perpindahan elektron 

terjadi karena perbedaan nilai elektronegativitas antara molekul 

inhibitor dengan permukan logam. Elektron akan berpindah dari 

molekul inhibitor (elektronegativitas rendah) menuju permukaan 

logam (elektronegativitas tinggi) hingga potensial kimianya 

setimbang. Energi total berkaitan dengan kemampuan molekul 

inhibitor untuk teradsorpsi pada permukaan logam. Kapasitas 

donor elektron (ω−) menjelaskan kecenderungan molekul untuk 

mendonorkan muatan, sedangkan kapasitas penerima elektron 

(ω+) menjelaskan kecenderungan molekul untuk menerima 

muatan. Analisis terhadap muatan yang berinteraksi dapat 

melalui penggunaan analisis populasi Orbital Ikatan Alami 

(NBO). Ini dapat menunjukkan nilai kenegatifan muatan atom. 

Selain itu, juga dapat dianalisa muatan atom positif yang menjadi 

pusat akseptor elektron dari permukaan logam. Secara umum 

mekanisme penghambatan korosi berkaitan dengan interaksi 

antara molekul inhibitor dengan permukaan logam. Inhibitor 

korosi dapat teradsorpsi pada permukaan logam melalui 

kemisorpsi ataupun fisisorpsi. Oleh karena itu, energi adsorpsi 

(ΔEads) termasuk deskriptor molekuler yang penting. 

Hidrofobisitas (log P) berkaitan dengan kemampuan molekul 

untuk membentuk lapisan teradsorpsi melalui mekanisme 

hidrofobik untuk menghambat korosi. Luas permukaan van der 

Waals (VSA) dan volume van der Waals (VV), serta luas 
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permukaan yang dapat diakses pelarut (SASA) dipertimbangkan 

untuk mengukur kemampuan molekul untuk mencegah akses 

agen korosif ke permukaan logam [17], [44], [45]. 

 

4.2. Performa Model Prediksi 

 

Berikut adalah contoh hasil prediksi efisiensi inhibisi dari dataset 

41 inhibitor berbasis piridin-kuinolin dengan menggunakan 20 

deskriptor kimia kuantum. Hasil kinerja model prediksi dari 2 

algoritma (NuSVR dan GA-ANN) disajikan pada Tabel 2. Dan 

ilustrasi sebaran data prediksi terhadap data actual disajikan pada 

Gambar 2. Pada Gambar 3, disajikan plot dari nilai logaritmik 

efisiensi inhibisi antara nilai aktual terhadap nilai hasil prediksi 

model GA-ANN dan Nu-SVR. 

 

Tabel 2. Hasil evaluasi model Nu-SVR dan GA-ANN 

Model RMSE (%) R2 

GA-ANN 14.98 0.80 

Nu-SVR 12.22 0.87 

 

 
Gambar 2. Sebaran data prediksi vs data aktual 

 

 
Gambar 3. Plot nilai log IE antara  nilai aktual vs nilai prediksi 

model 

 

Dapat dilihat pada Tabel 2 bahwa performa model prediksi dari 

NuSVR lebih baik dibandingkan GA-ANN berdasarkan nilai 

RMSE dan R2. Hal tersebut juga didukung oleh visualisasi data 

pada Gambar 2, dimana sebaran titik data model Nu-SVR 

(berwarna merah) relatif lebih dekat ke garis prediksi 

dibandingkan dengan model GA-ANN (berwarna biru). Hal 

tersebut karena karakteristik kernel yang terdapat pada Nu-SVR 

mampu memetakan pola data nonlinier pada ruang berdimensi 

lebih tinggi, sehingga membentuk pola data baru yang relatif 

lebih linier dari pola data sebelumnya [29,30-nusvr], 

menyebabkan model Nu-SVR memiliki kinerja yang unggul 

daripada model GA-ANN untuk kumpulan data ini. Dari Gambar 

3, dapat dilihat bahwa hasil plot menunjukkan model Nu-SVR 

memiliki pola yang relative lebih mirip dengan pola data aktual 

dibanding model GA-ANN. Ini menunjukkan bahwa nilai 

prediksi model Nu-SVR lebih mendekati nilai actual disbanding 

nilai prediksi model GA-ANN. Hal ini mempertegas bahwa 

model Nu-SVR menunjukkan performa model prediksi yang 

lebih baik dibanding GA-ANN. 

 

5. KESIMPULAN DAN SARAN 

Karya ini menunjukkan penggunaan kecerdasan buatan dalam 

memprediksi kemampuan penghambatan korosi oleh inhibitor 

meggunakan metodologi pembelajaran mesin. Pendekatan mesin 

learning untuk mengevaluasi kinerja senyawa inhibitor organik 

sebagai penghambat korosi dapat dikembangkan melalui teknik 

QSPR/QSAR berdasarkan sifat dan aktivitas molekuler senyawa 

inhibitor. Hasil prediksi nilai efisiensi inhibisi korosi melalui 

pendekatan mesin learning dapat sesuai dengan hasil metode 

eksperimen. Pengembangan dalam model mesin learning akan 

mengarah pada peningkatan besar-besaran dalam kemampuan 

dan keandalan metode untuk desain inhibitor korosi organik di 

masa mendatang. Untuk itu, kami menyarankan agar teknik ini 

dijadikan sebagai tahap awal screening sejumlah besar inhibitor 

potensial sehingga mempercepat penemuan inhibitor baru dan 

untuk mendesain inhibitor dengan beberapa sifat yang 

diinginkan, sebelum sintesis secara eksperimental. 
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